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Abstract. The brain-computer interface is one of the emerging fields of
human-computer interaction due to its broad spectrum of applications,
especially those that deal with human cognition. In this work,
electroencephalography (EEG) is used as base data for classifying the state of
the eyes (open or closed) by applying Long Short-Term Memory (LSTM)
networks and variants. For benchmarking purposes, the EEG data set with the
eye state record was used, available in the Machine Learning repository at
UCI. The results obtained indicated that the LSTM and GRU bidirectional
cells models are applicable to the classification of the data, presenting an
accuracy greater than 95%, and that its performance is good compared to the
more expensive models computationally.

Resumo. A interface cérebro-computador é um dos campos emergentes da
interacdo homem-computador devido ao seu amplo espectro de aplicacoes,
especialmente as que lidam com a cogni¢do humana. Neste trabalho, a
eletroencefalografia (EEG) é usada como dado base para classificar o estado
dos olhos (abertos ou fechados) aplicando redes Long Short-Term Memory
(LSTM) e variantes. Para fins de benchmarking, foi utilizado o conjunto de
dados de EEG com registro do estado do olho, disponivel no repositorio de
Aprendizado de Mdquina da UCI. Os resultados obtidos indicaram que os
modelos bidirecionais das células LSTM e GRU sdo aplicdveis na
classificacdo dos dados, apresentando acurdcia superior a 95%, e que seu
desempenho é bom comparado aos modelos mais caros computacionalmente.

1. Introducao

A interface cérebro-computador € um dos campos em ascensdo da interacdo homem-
computador, possui um amplo espectro de aplicagdes, sendo as mais proeminentes as
aplicacdes industriais e médicas. Entre essas aplicacdes, destacam-se as focadas no
mapeamento ou reparacdo da cogni¢do ou fungdes motoras de pessoas que possuem
seus respectivos sistemas comprometimentos [Narejo et al. 2016].

Também em destaque devido ao seu avango abrupto nas dltimas décadas, a area
de Aprendizado Profundo se tornou o estado da arte em vérios campos, seu conjunto de
algoritmos, que tentam aprender hierarquicamente representacdes nao lineares de dados,
obteve sucesso em diversas aplicacdes priticas, inclusive no campo da bioinformatica
[Goodfellow et al. 2016, Lingkvist et al. 2014].
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Muitos estudos sobre sinais biomédicos, como o0s obtidos numa
eletroencefalografia (EEG), que € o registro da atividade elétrica espontanea do cérebro
durante um periodo de tempo, trouxeram descobertas importantes e uteis para a
classificac@o do estado cognitivo humano [Narejo et al. 2016, Wang et al. 2014, Sabanci
e Koklu 2015]. Entre eles estdo trabalhos bem sucedidos que utilizaram os sinais do
EEG como dado base para classificacdo do estado dos olhos (abertos ou fechados) afim
de detectar crises epiléticas [Polat e Giines 2007], identificacdo de caracteristica de
estresse [Sulaiman et al. 2011], detecc@o de sonoléncia ao dirigir [Yeo et al. 2009], entre
outros.

Como os sinais biomédicos representam dados naturalmente sequenciais,
diversas técnicas de Aprendizado de MAquina e abordagens estatisticas podem ser
empregadas para resolver problemas como os de classificagdo desses dados [Lingkvist
et al. 2014]. Entre essas técnicas, destacam-se as Redes Neurais Recorrentes, que
possuem uma arquitetura de aprendizado apropriada para analisar dados e que,
geralmente, produz resultados promissores.

Este trabalho tem como objetivo propor uma abordagem para a identificacao do
estado do olho a partir dos sinais cerebrais do EEG usando Redes Neurais Recorrentes
vanilla (doravante RNN vanilla), redes Long Short-Term Memory (doravante LSTM),
redes Gated Recurrent Unit (doravante GRU) e suas variantes bidirecionais (doravante
BRNN, BLSTM e BGRU, respectivamente). Para facilitar a identificacdo das vantagens
e desvantagens da metodologia de aprendizado de maquina utilizada neste trabalho, sera
utilizado o conjunto de dados de benchmark EEG Eye State Data Set' que esti
disponivel publicamente.

O restante deste artigo estd organizado como segue: na Secdo 2 sdo
apresentados os conceitos tedricos utilizados, além de uma analise da literatura acerca
da tarefa em questdo; na Secdo 3 sdo detalhados os procedimentos, recursos € arranjos
utilizados no desenvolvimento do trabalho; na Se¢do 4 sdo expostos e analisados os
resultados obtidos a partir dos experimentos desenvolvidos; e por fim, na Se¢do 5 sdo
apresentadas as consideragdes finais a respeito dos resultados obtidos, além de suas
limitagdes e panoramas de continuidade futura.

2. Revisao da Literatura

2.1 Eletroencefalografia

Eletroencefalografia (EEG) ¢ a medida da atividade elétrica produzida pelo cérebro,
registrada por eletrodos colocados no couro cabeludo. Esta atividade é registrada,
condicionada e exibida na tela do computador. O EEG ¢ utilizado para diagnosticar
lesdes cerebrais, tumores e outras anomalias de forma ndo invasiva, além de ser
utilizado em pesquisas de neurociéncia, ciéncia cognitiva, psicologia cognitiva,
neurolinguistica e pesquisa psicofisioldgica [Northrop 2012].

As localizagdes topograficas dos eletrodos sdo padronizadas e geralmente
aderem ao sistema internacional 10-20 [Acharya et al. 2016], vide Figura 1. O “10” e o
“20” referem-se ao fato de que as distincias reais entre os eletrodos adjacentes sao 10%
ou 20% da distancia total da frente ou da direita e esquerda do cranio. Cada posi¢do de

! Disponivel em <http://archive.ics.uci.edu/ml/datasets/EEG+Eye+State>.
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gravacdo ¢ identificada por uma combinacdo de letras e nimeros. Por exemplo, F =
Frontal, Fp = Pos frontal, C = Central, P = Parietal, O = Occipital, T = Temporal, A =
Loébulo da orelha, Pg = Faringea, Z = Zero (linha média). Os nimeros impares estao no
lado esquerdo da cabega, e os nimeros pares estdo a direita.

i o
Preaurical
point

Inion 10%

Figura 1. (Esquerda) Localizacao e nomenclatura dos eletrodos, de acordo com o padrao
da American Electroencephalographic Society. (Centro e Direita) Vista lateral esquerda e
de topo do posicionamento dos eletrodos de acordo com o padrao.

Fonte: [Malmivuo and Plonsey 1995].

Segundo [Northrop 2012], por ser geralmente registrada a partir do couro
cabeludo, a atividade elétrica do cortex cerebral deve passar pelas membranas pia e
dura-maéter, liquido cefalorraquidiano, cridnio e couro cabeludo. Por causa dessas
estruturas anatdmicas, ha uma atenuacio consideravel em relacdo a atividade elétrica
captada pelos eletrodos. Os maiores potenciais de EEG registrados no couro cabeludo
sao de aproximadamente 150 pV-pico.

Na afericio EEG podem ser usadas configuracdes bipolares ou unipolares de
eletrodos. Na primeira configuracado (ver Figura 2, A), a diferenca de potencial entre um
par de eletrodos é medida. Na segunda (ver Figura 2, B), o potencial de cada eletrodo é
comparado a um eletrodo neutro ou a média de todos os eletrodos (média espacial).

Figura 2. (A) Configuracao bipolar e (B) Configuragao unipolar.
Fonte: [Malmivuo and Plonsey 1995].
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Os ritmos cerebrais estdo, tradicionalmente, agrupados em bandas de frequéncia,
que incluem [Cohen 2014, Northrop 2012]:

* As ondas delta (8) s@o definidas para frequéncias de 2 a 4 Hz, ocorrem em
adultos em sono profundo;

* As ondas teta (0) sdo definidas para frequéncias de 4 a 8 Hz, ocorrem durante o
sono em adultos e em criangas pré-puberes, também pode ser vista durante a
meditacio;

* As ondas alfa (o) sdo definidas para frequéncias de 8 a 14 Hz, ocorrem em
adultos conscientes, mas relaxados, com os olhos fechados, desaparece quando
os olhos estdo abertos e o individuo se concentra em alguma tarefa;

* As ondas beta (B) sdo definidas para frequéncias de 14 a 30 Hz. As ondas beta
sdo subdivididas nos tipos I e II: as ondas beta tipo I desaparecem durante a
atividade mental intensa, enquanto as tipo II aparecem.

Vale ressaltar que ndo existem limites precisos que definem as bandas de
frequéncia. Além disso, as diferencas individuais nas frequéncias de pico estdo ligadas a
uma série de caracteristicas individuais, incluindo estrutura do cérebro, idade,
capacidade de memoria de trabalho e composi¢ao quimica do cérebro [Cohen 2014].

Diferentes padroes de EEG em areas distintas do cérebro estdo intimamente
associados com o nivel de consciéncia do individuo. A medida que a atividade aumenta,
o EEG muda para maior frequéncia dominante e menor amplitude. Estados de
excitacdo, falta de atencdo, sonoléncia, diferentes estidgios do sono, presenca de
diferentes tipos de drogas e toda uma série de estados clinicos se manifestam
distintamente no EEG. Quando os olhos estido fechados, as ondas alfa tendem a dominar
o EEG. Quando a pessoa adormece, a frequéncia de EEG dominante diminui. No sono
profundo, o EEG possui amplitudes grandes e frequéncia baixa (ondas delta)
[Malmivuo e Plonsey 1995]. Durante a meditacdo, geralmente ocorrem aumentos de
amplitude nas ondas teta e alfa e diminui¢ao da frequéncia geral [Cahn e Polich 2006].

Existem diversas formas de exibir os dados do EEG, entre elas estio a
visualizagdo bruta e a espectral [Cohen 2014]. A primeira, chamada de nio processada,
ou EEG bruto, oferece uma excelente resolu¢do temporal, no entanto, tendéncias ao
longo do tempo sdo dificeis de avaliar em uma tela de computador, particularmente
porque elas se relacionam com mudancas na frequéncia. A segunda maneira de
visualizar o EEG é chamada processada, ou EEG espectral. E chamado processado
porque o computador analisa a forma de onda afim de fornecer mais informagdes,
como, por exemplo, mostrar como as frequéncias do EEG mudam ao longo do tempo.

2.2 Redes Neurais Recorrentes

Uma Rede Neural Recorrente, do ingl€s Recurrent Neural Network (RNN), € uma rede
neural artificial em que as conexdes entre as unidades ocultas formam ciclos. As Redes
Neurais Recorrentes sao um tipo especifico de rede neural projetada para problemas que
envolvem sequéncias [Graves 2012].

Dada uma rede perceptron feedforward, uma rede neural recorrente pode ser
pensada como a adi¢do de loops a arquitetura. Desse modo, a entrada da RNN inclui
também a entrada da etapa anterior. A rede processa a entrada atual, e usa um loop de
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feedback para considerar as entradas do passo anterior, também chamado de passado
recente, para o contexto. As conexdes recorrentes adicionam estado, ou memoria, a rede
e permitem que ela lide com abstragdes mais amplas das sequéncias de entrada.

Formalmente, uma RNN vanilla é definida como segue [Goodfellow et al.
2016]:

1
he = @, (Wx, + Wy h,_y + by) )

2)
Ve = @y (Wih, + b))

Onde x,, h, e y, sdo arrays das camadas de entrada, oculta e de saida,
respectivamente; W, , W, e W, sdo matrizes de pesos (conexdes entre neurdnios); g, €
@, sdo as fungdes de ativagdo da camada oculta e da camada de saida, respectivamente;

e, b, e b, sdo o bias para a camada oculta e de saida, respectivamente. Os subindices t
referem-se ao periodo de tempo.

Ao lidar com abstragdes mais amplas das sequéncias de entrada, as RNNs
vanilla podem ficar suscetiveis a dificuldades de treinamento para resolver problemas
que exigem o aprendizado de dependéncias temporais longas. Isso ocorre porque o
gradiente da funcdo de perda decai exponencialmente com o tempo (chamado de
problema do desaparecimento do gradiente) [Graves 2012]. Para tratar esse problema, a
literatura relacionada sugere a utilizagdo de um conjunto de "portas" para controlar o
fluxo de informacgdes entre as unidades.

2.3 Long Short-Term Memory

As redes Long Short-Term Memory (LSTM) sdo um tipo de RNN com arquitetura
apropriada para lidar com sequéncias e séries temporais, uma rede LSTM pode aprender
dependéncias de longo prazo entre as etapas de tempo destas entradas [Hochreiter e
Schmidhuber 1997, Graves 2013]. Para isso, essas redes mantém dinamicamente em
suas unidades uma célula de memoria, além dos portdes de entrada, esquecimento e
saida que modulam o fluxo de informag¢des dentro da unidade [Greff et al. 2017].

Estas redes abordam o problema do desaparecimento do gradiente, comumente
encontrado nas RNNs, incorporando funcdes de ativacdo nas dinamicas de estado de
seus neurdnios. Em cada instante de tempo, uma unidade LSTM mantém um vetor

oculto h e um array de memoria ¢ responsavel pelo controle de atualizagdes e saidas de
estados [Zaremba et al. 2014].

Formalmente, uma rede LSTM ¢ definida como segue [Yao et al. 2015]:
. _ (3)
L. o(Weex, + Wik g + Wco )

“4)
fi = o(Weex,+ Wiphy y + W y)
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¢ = f @y +i, @ tanh(W, x, + Wy h,_,) ®)
= (6)

ﬂr J(W'rnxr—i_ W??nhr—1 + I".L':'.ncr‘.]
h, = o, (O tanh(c,) @)

Onde i,, f. e o, sdo chamados de portas de entrada, esquecimento e saida,
respectivamente; ¢, € a memoria interna da unidade; h, € o estado oculto de saida obtido

pela multiplicacdo da memdria com o portdo de saida; & € a fungdo de ativagdao; W,

xi’
W, W, e W, s3o0 matrizes de pesos da entrada;, Wp;, W, ., W, e W, sdo matrizes

de pesos recorrentes; W,

i

W, . € W, sd0 0s pesos peephole.

2.4 Gated Recurrent Unit

As redes Gated Recurrent Unit (GRU) sdo uma versdao mais simples das redes LSTM
(ndo possuem células de memoria dentro de suas unidades), foram propostas por [Cho
et al. 2014] para fazer com que cada unidade recorrente capture de forma adaptativa as
dependéncias de diferentes escalas de tempo. Essa arquitetura também utiliza portdes
que controlam o fluxo de informag¢des dentro do neurdnio, no entanto, diferentemente
da unidade LSTM, possui apenas dois portdes, o de atualizacdo e o de redefini¢ao
[Chung et al. 2014, Yao et al. 2015].

Formalmente, em relacdo ao instante de tempo %, uma rede GRU ¢ definida
como segue [Yao et al. 2015]:

h, =(1—z)h._y+ z.h) (8)
z,= o(Wax,+ Uh,4) )

h, = tanh(W,x, + U(r, © h_,)) (10)
n, = o(Wx,+ Uh,_,) (11)

Onde =z, e r. s3o chamados de portas de atualizacdo e redefinicdo,

respectivamente; h, € a saida candidata; W., W, W, U_ e U, sdo matrizes de pesos.

2.5 Redes Neurais Recorrentes Bidirecionais

As arquiteturas mencionadas nas Secdes 2.2, 2.3 e 2.4 aprendem representacdes das
sequéncias a partir de etapas anteriores de tempo. No entanto, dependendo da aplicagdo,
pode ser util que a rede aprenda com a série temporal completa em cada etapa de tempo,
como, por exemplo, em aplica¢des de reconhecimento de fala e de escrita [Goodfellow
et al. 2016].
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Uma Rede Neural Recorrente Bidirecional pode ter suas unidades baseadas nas
arquiteturas apresentadas anteriormente (Secoes 2.2, 2.3 e 2.4), mantendo sempre duas
conexodes com direcdes opostas: uma avancando no tempo (lidando com representacdes
anteriores da sequéncia), e uma retrocedendo no tempo (lidando com representacoes
futuras da sequéncia) [Goodfellow et al. 2016].

2.6 Métricas de avaliacido

As métricas de avaliacio dos modelos de aprendizado de maquina sdao muito
importantes, tendo em vista que a escolha delas influencia em como o desempenho dos
algoritmos € medido e comparado [Raschka 2015]. Este trabalho explora uma tarefa de
classificacdo, portanto, as métricas abordadas sdo aplicaveis a tarefas de classificacdo.

2.6.1 Matriz de confusao

A matriz de Confusdo em si ndo € uma medida de desempenho como tal, mas quase
todas as métricas de desempenho sdo baseadas nela. Essa matriz € uma forma intuitiva
de visualizar a exatiddo e acuracia do modelo (detalhamento das classificagdes corretas
e incorretas para cada classe) [Raschka 2015]. Os termos associados a uma matriz de
confusdo sdo os seguintes (vide Tabela 1):

* Verdadeiros Positivos (TP): s@o os casos em que a classe real do ponto era P
(Verdadeiro) e o previsto também era P (Verdadeiro);

* Verdadeiros Negativos (TN): sdo os casos em que a classe real do ponto era N
(Falso) e o previsto também era N (Falso);

» Falsos Positivos (FP): sdo os casos em que a classe real do ponto era N (Falso) e
o previsto era P (Verdadeiro);

* Falsos Negativos (FN): sdo os casos em que a classe real do ponto era P
(Verdadeiro) e o previsto era N (Falso).

Tabela 1. Matriz de confusao

p N
Verdadeiro Falso
Positivo Negativo A
(TP) (FN) 3
&
Falso Verdadeiro | g
Positivo Negativo -
(FP) (TN)

Classe prevista

Fonte: Adaptado de Raschka (2015).

2.6.2 Acuracia
Em problemas de classifica¢do, acuracia é o nimero de previsdes corretas feitas pelo

modelo (TP + TN) sobre todas as previsoes efetuadas (TP + FP + FN + TN), ou seja,
o qudo frequente o classificador faz a previsdo correta. A acuricia € uma boa medida
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quando as classes nos dados s@o aproximadamente balanceadas. A métrica € definida
como segue [Raschka 2015]:

TP +TN (12)

TP+FP+FN+TN

Acuracia =

2.6.3 Precisao

Precisdo € o nimero de resultados positivos corretamente classificados (TP) dividido

pelo nimero de todos os resultados positivos retornados pelo classificador (TP + FP).
Intuitivamente, a métrica de precisdo € a capacidade do classificador de ndo rotular
como positiva uma amostra que € negativa. A métrica é definida como segue [Raschka
2015]:

TP (13)

Precisdo = ——
TP + FP

2.6.4 Recall

Recall é o nimero de resultados positivos corretamente classificados (T P) dividido pelo
nimero de todas as amostras que deveriam ter sido identificadas como positivas

retornadas pelo classificador (TP + FN). Intuitivamente, a métrica de Recall é a
capacidade do classificador de encontrar todas as amostras positivas. A métrica é
definida como segue [Raschka 2015]:

TP (14)

Recall = ——
TP+ FN

2.6.5 F1-score

Fl-score ¢ a média harmonica entre as métricas Precisio € Recall. A métrica €
definida como segue [Raschka 2015]:

(15)

Precisio. Recall

Flscore = 2
Preorisia L+ Recall

2.7 Trabalhos Relacionados

A classificacdo do estado dos olhos € um tipo de problema de série temporal comum
para detectar o estado cognitivo humano. Estudos anteriores apresentam vérias
abordagens aplicadas na identifica¢do do estado ocular do EEG.

Na literatura, o corpus construido em [Rosler e Suendermann 2013], que
registrou o estado ocular e 0 EEG de um individuo por 117 segundos, € tido como um
problema de referéncia, e € disponibilizado pelo Repositério de Aprendizagem de
Maéquina, Universidade da Califérnia, Irvine (UCI) [Dheeru e Karra Taniskidou 2017].
No estudo [Rosler e Suendermann 2013], foram empregados 42 métodos diferentes de
aprendizados de miquina e abordagens estatisticas utilizando o Weka [Holmes et al.
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1994] para tentar prever se os olhos de um individuo estavam abertos ou fechados. Foi
obtida uma taxa de classificacdo correta de 97,3% com o algoritmo K* [Cleary e Trigg
1995].

Os pesquisadores de [Wang et al. 2014] abordaram o Aprendizado de Atributos
Incrementais (IAL), no qual as features sdo gradualmente importadas para o sistema
uma por vez para prever a rotulagem de classe. O estudo [Hamilton et al. 2015]
desenvolveu trés diferentes modelos de aprendizagem, o modelo mais preciso foi o
construido a partir da combinacao Rotational Forests (RRF) e K* com uma acuricia de
97.4%. J4 o trabalho [Kim et al. 2016] propds um sistema baseado em um pequeno
nimero de regras Neuro-Fuzzy para um problema similar de classificagdo. O melhor
desempenho para o corpus em questdo foi uma taxa de erro média de 4,0%.

No trabalho [Narejo et al. 2016], foi proposta a utilizacao de duas arquiteturas de
aprendizado profundo para a tarefa de classificacio do estado do olho do EEG.
Especificamente Deep Belief Network (DBN) e stacked AutoEncoder (SAE). O melhor
desempenho para o corpus em questdo foi obtido pelo modelo SAE, com 98,1% de
acuricia.

Ja o trabalho [Bashivan et al. 2015] propds a utilizacdo de redes hibridas (redes
neurais convolucionais e recorrentes) no intuito de absorver as caracteristicas espacial,
espectral e temporal do EEG. Para isso, em vez de representar recursos de EEG bruto
como um vetor, transformou os dados em uma sequéncia de imagens multiespectrais
que preservam a topologia e usa esses dados para treinar redes recorrentes e
convolucionais profundas para aprender representacdes robustas a partir da sequéncia de
imagens.

Todos esses trabalhos mostraram que diversas técnicas de Aprendizado de
Miéquina e abordagens estatisticas sao viaveis na resolu¢do do problema da classifica¢do
dos sinais cerebrais que compdem um EEG para a identificacdo do estado do olho de
um individuo.

3. Metodologia

A metodologia empregada neste projeto contempla duas fases: a primeira envolve a
classificacdo de padrées no EEG utilizando redes profundas LSTM, e a segunda
envolve a comparagdo dos resultados obtidos com os da literatura.

Na primeira etapa serfio implementados” modelos de redes profundas LSTM em
linguagem Python, utilizando a API de redes neurais de alto nivel Keras [Chollet et al.
2015] com o backend do framework TensorFlow [Abadi et al. 2015]. Os testes iniciais
serdo realizados com bases de dados disponiveis gratuitamente, como a base EEG
disponivel no repositério UCI, intitulada EEG Eye State Data Set, na qual todos os
dados sio de uma medicdio de EEG continua com o dispositivo Emotiv’ EEG
Neuroheadset. Foram utilizados 14 eletrodos nas posi¢des AF3, F7, F3, FC5, T7, P7,
01, 02, P8, T8, FC6, F4, F8, AF4. O estado do olho foi detectado através de uma
camera durante a medi¢do do EEG e adicionado manualmente ao arquivo depois de
analisar os quadros de video. 'l1' indica o olho fechado e '0' o estado do olho aberto.

* Codigos referentes a esta implementagio disponiveis em <https:/git.dcomp.ufs.br/golf-sierra/eeg-Istm>.

3 Mais informacdes disponiveis em <https://www.emotiv.com/epoc>.
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Todos os valores estio em ordem cronoldgica com o primeiro valor medido na parte
superior dos dados.

Durante os experimentos, a base foi particionada em conjuntos de treinamento e
teste com as respectivas divisdes de 90% e 10%, com ordem aleatéria de sele¢do, afim

de utilizar a técnica de valida¢do de modelo k-fold cross-validation, com k = 10, para
avaliar como os resultados serdo generalizados para um conjunto de dados
independente.

Nos experimentos foram utilizados modelos baseados nas arquiteturas RNN
vanilla, LSTM e GRU, bem como suas variantes bidirecionais. Por fim, os resultados do
modelo proposto (apresentando métricas que descrevem o desempenho completo do
modelo) s@o comparados com os de trabalhos relacionados que utilizaram a mesma base
de dados.

4. Resultados

Ao efetuar uma anélise exploratéria da base de dados notou-se a presenga de valores
fora do normal, foi realizado o tratamento da base, removendo estes 0utliers4, a base
resultante tratada tem 8172 instincias validas de "olho aberto" ('0") e 6720 instancias
validas de "olho fechado" ('1").

Em seguida verificou-se os coeficientes de correlagdo (matriz de correlacdo), ver
Figura 3, para tentar identificar as features (colunas do conjunto de dados) que t€ém uma
alta correlagdo com a variavel de rarget >, No caso desta base de dados, as correlacdes
se mantém préximas a zero, ou seja, provavelmente ndo se encontrard uma base 6tima
para representar os dados de forma compacta, isso pode ser observado verificando as
cores frias na dltima linha (e na dltima coluna, ja que se trata de uma matriz simétrica),
tendo em vista que a classe ou varidvel de decisdo (target) esta associada a ultima
posicdo nesta matriz.

Também se quantificou a relacdo de dependéncia linear (matriz de dispersdo)
entre as features, que fornece um resumo grafico das relacdes no conjunto de dados,
verificou-se que, os histogramas das variaveis parecem estar normalmente distribuidos.
Além disso, as relagOes entre alguns pares sugerem um padrdo linear (pontos mais
quentes no grafico de calor da matriz de correlagdo).

* Outliers sdo valores extremos muito além das outras observacdes do conjunto de dados.

> Varidvel de farget, no contexto deste trabalho, é a varidvel que é ou deve ser a saida. Por exemplo, pode
ser 0 ou 1 bindrio (tarefa de classificacdo) ou pode ser uma varidvel continua (tarefa de regressao).
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Figura 3. Matriz de correlacado da base de dados representada como um mapa de
calor.

Fonte: Produzido pelos autores.

Antes de utilizar os dados nos modelos, em uma etapa complementar a remog¢ao
de outliers do conjunto de dados, foi realizado um escalonamento das instincias para
que permanecessem entre um valor minimo e maximo, neste caso entre zero e um. Isto
porqué, em geral, os algoritmos de aprendizado se beneficiam da padronizacdo do
conjunto de dados.

Todos os modelos utilizados, possuiam trés camadas ocultas, com 28 unidades
cada, com dropout de 50% entre as camadas, € importante destacar também a utiliza¢ao
da regularizacdo L2 (A = 0,0001) nas matrizes recorrentes das unidades. A utiliza¢ao do
dropout e da regularizagao foram medidas preventivas contra overfitting dos modelos.

A rede RNN vanilla obteve acuridcia de 81,53+3,20% 10-fold, as demais
métricas sdo apresentadas nas Tabelas 2 e 3. J& sua variante bidirecional obteve acuracia
de 88,59+1,47% 10-fold, as demais métricas sdo apresentadas nas Tabelas 4 e 5.
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Tabela 2. Resumo da precisao, recall, F1-score para

cada classe do modelo RNN modelo RNN
F1 Olho Olho
Precisdo  Recall Support aberto fechado
score
Olho aberto 0,897 0,876 0,886 1635 Olho
aberto | 1179 165
Olho fechado | (854 0,877 0,865 1344
Média/Total | 0,877 0,877 0,877 2979
ool 202 | 1433

Tabela 4. Resumo da precisao, recall, F1-score para Tabela 5. Matriz de confusao do

cada classe do modelo BRNN

F1

Estado previsto

modelo BRNN

Precisdio  Recall score Support Olho Olho
Olho aberto | 0,898 0,943 0,920 1635 werte___feehade
Olho fechado | 0,926 0,970 0,897 1344 omo 11169 | 175
Média/Total | (0,911 0,910 0,910 2979
e 193 1542

Estado previsto

[ea1 opeisq

[ea1 opeisq

Tabela 3. Matriz de confusao do

A rede LSTM obteve acuricia de 94,35+0,91% 10-fold, as demais métricas sdo
apresentadas nas Tabelas 6 e 7. Ja sua variante bidirecional obteve acuricia de

96,13+0,54% 10-fold, as demais métricas sdo apresentadas nas Tabelas 8 e 9.

Tabela 6. Resumo da precisao, recall, F1-score para

cada classe do modelo LSTM

Precisdo  Recall sf;lre Support
Olho aberto | (0,935 0,956 0,946 1635
Olho fechado | 0,045 0,920 0,932 1344 o
Média/Total | 0,940 0,940 0,940 2979
Olho

fechado

modelo LSTM

Olho Olho
aberto fechado

1236 108
72 1563

Estado previsto
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Tabela 8. Resumo da precisao, recall, F1-score para
cada classe do modelo BLSTM

Precisdo  Recall F1 Support

score
Olho aberto | 0,967 0,967 0,961 1635
Olho fechado | (0946 0,960 0,953 1344

Média/Total | 0,957 0,957 0,957 2979

Tabela 9. Matriz de confusao do
modelo BLSTM

Olho Olho
aberto fechado

Olho 1 199() 54

aberto

[ea1 oprIsH

Olho 74 1561

fechado

Estado previsto

Por fim, a rede GRU obteve acuricia de 93,73%+1.00% 10-fold, as demais métricas sao
apresentadas nas Tabelas 10 e 11. Ja sua variante bidirecional obteve acuricia de

96,132£0.76% 10-fold, as demais métricas sdo apresentadas nas Tabelas 12 e 13.

Tabela 10. Resumo da precisao, recall, F1-score
para cada classe do modelo GRU

F1

Precisdo  Recall score Support

Olho aberto | (0,931 0,956 0,944 1635
Olho fechado | (0,945 0,914 0,929 1344

Média/Total | 0,937 0,937 0,937 2979

Tabela 12. Resumo da precisao, recall, F1-score
para cada classe do modelo BGRU

F1

Precisdo  Recall score Support

Olho aberto | 0,961 0,960 0,961 1635
Olho fechado | (0,952 0,952 0,952 1344

Média/Total | 0,957 0,957 0,957 2979

4.1 Discussao

Tabela 11. Matriz de confusao
do modelo GRU

Olho Olho
aberto fechado

Olho | 17579 | 115

aberto

[ea1 oprIsH

Olho 72 1563

fechado

Estado previsto

Tabela 13. Matriz de confusao
do modelo BGRU

Olho Olho
aberto fechado

Olho 11780 64

aberto

[ea1 oprIsH

Olho 65 1570

fechado

Estado previsto

Baseado nestes resultados, constata-se que os modelos de redes recorrentes
bidirecionais com unidades LSTM e GRU obtiveram o melhor desempenho na tarefa de
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classificacdo do corpus, evidenciando a utilidade de se considerar as informacgdes do
passado e do futuro da sequéncia de entrada (melhor entendimento do contexto). As
variantes unidirecionais destas arquiteturas apresentaram desempenho inferior,
permanecendo proximos aos indices das redes bidirecionais, resultado que evidencia a
eficacia dos mecanismos de portdes das unidades das redes. Vale destacar também, que
as redes LSTM e GRU apresentam desempenho comparavel [Chung et al. 2014],
resultado que se observa ainda nas variantes bidirecionais destas. J4 o modelo baseado
em células RNN vanilla obteve desempenho inferior as demais, atribui-se a isto sua
arquitetura mais simples e limitada, como discutido anteriormente na Secdo 2.2. Sua
variante bidirecional (BRNN), no entanto, apresentou desempenho superior comparada
a RNN vanilla.

O estado da arte para classificacdo deste conjunto de dados obteve resultados
superiores aos obtidos neste trabalho ao custo de maior esforco computacional e
consequentemente maior complexidade (vide Tabela 14) [Rosler e Suendermann 2013,
Narejo et al. 2016]. Os classificadores K* [Rosler e Suendermann 2013] e K*+RRF
[Hamilton et al. 2015] obtém resultados superiores a 90% a um custo computacional
mais elevado, como aponta [Rosler e Suendermann 2013]. Também sao destacados os
classificadores Neuro-Fuzzy [Kim et al. 2016], que apresentaram resultados similares
aos de [Rosler e Suendermann 2013, Hamilton et al. 2015]. Por fim, o modelo proposto
por [Narejo et al. 2016], utilizando Stacked AutoEncoders (SAE), apresenta o melhor
desempenho. Os modelos propostos neste trabalho possuem arquitetura simplificada e
visam atender minimamente ao compromisso de melhor desempenho e melhor
classificacao possivel.

Tabela 14. Comparacado com os modelos da literatura

Sucesso na

Modelo classificacao
(%)
MLP [Sabaci e Koklu 2015] 56,4
RNN 81,5
kNN [Sabaci e Koklu 2015] 84,1
BRNN 88,6
GRU 93,7
LSTM 94,3
Neuro-Fuzzy [Kim et al. 2016] 96,0
BGRU 96,1
BLSTM 96,1
K* [Rosler e Suendermann 2013] 97,3
K*+RRF [Hamilton et al. 2013] 97,4
SAE [Narejo et al. 2016] 98,9
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5. Consideracoes Finais

Neste artigo, uma abordagem de classificacdo de séries temporais baseada em redes
neurais recorrentes é proposta para a identificacdo do estado ocular do paciente
utilizando seus dados de EEG. A abordagem utilizada focou na utilizacdo de modelos
baseados em redes LSTM e suas variantes para efetuar tal classificacdo. Os resultados
obtidos pelos modelos sdo proximos ou equivalentes aos apresentados pela literatura.

Os resultados finais indicaram que os modelos bidirecionais BLSTM e BGRU
(que utilizam informagdes do passado e futuro do sinal de entrada) sdo apliciveis na
tarefa de classificacdo de séries temporais de EEG utilizadas, e que o seu desempenho é
razoavel se comparado aos modelos com métricas superiores € mais caros
computacionalmente.

Trabalhos futuros podem investigar novas abordagens, como arquiteturas
hibridas, a exemplo das redes CNN/LSTM, entre outras. Sugere-se também a
experimentacio de técnicas para melhoria as métricas dos modelos apresentados, como
a de data augmentation, ja que a quantidade de dados do corpus utilizado € limitada e
essa classe de algoritmos tendem a se beneficiar com o aumento do conjunto de dados,
como € sabido na literatura relacionada. Além disso, pode ser explorada a extracdo de
caracteristicas do sinal como novas features, por exemplo. Sempre tendo em vista o
compromisso entre custo computacional e desempenho do modelo.
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